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学前说明：为什么要学基础？
很多人跳过基础直接学「怎么用 Claude」「怎么写 Prompt」。这没问题，能解决当前的任务。但迟早你会遇到一堵墙——

1. AI 给了一个你完全料不到的错误答案，你不知道为什么
1. 你不理解为什么同样的问题，换个说法结果差这么多
1. 你看了很多 Prompt 技巧，但不知道背后的原理，所以举一反三很难
1. 别人跟你谈 RAG、Fine-tuning、Embedding，你只能点头

基础知识解决的是「理解力」的问题，不是「使用力」的问题。理解了 LLM 怎么工作，你就知道为什么它会幻觉，为什么上下文顺序有影响，为什么 Prompt 要这样写而不是那样写。

	本阶段的学习目标
学完这个阶段，你应该能够：
▸ 用自己的话解释 LLM 是什么，不背定义，真正理解
▸ 知道 Token、Embedding、Attention 是什么，能类比给别人听
▸ 理解为什么 LLM 会幻觉，以及这个问题能不能根本上解决
▸ 知道预训练、微调、RLHF 分别在做什么，有什么区别
▸ 看到主流模型对比表，能理解各个参数代表什么
▸ 作为前端工程师，能把这些概念和你已有的知识联系起来



	学习方式建议
这个阶段以「建立直觉」为主，不是「掌握数学」。
遇到公式不要慌，跳过数学看文字描述，先理解「在做什么」，不纠结「怎么算」。
最好的学习检验方式：能不能用类比把这个概念解释给不懂技术的朋友听。




第一章：LLM 是什么——真正理解，不背定义
「大语言模型（LLM，Large Language Model）是基于 Transformer 架构、用大规模语料预训练的神经网络……」
这种定义你背下来也没用。我们换一种方式，从它实际在做什么开始。

1.1 一个极度简化但本质正确的理解
LLM 在做一件事，而且只做这一件事：

	LLM 的本质：下一个词预测器
给定「今天天气很」，LLM 预测下一个词最可能是什么。
不是「晴天」就是「好」——它要给所有可能的词打分，然后按概率采样。
整个 ChatGPT、整个 Claude，全都是这个机制在运转。



你可能会问：「就这？那它怎么能写代码、写文章、做推理？」
这就是 LLM 最令人惊讶的地方——当你用足够大的数据、足够大的模型、足够多的计算，训练一个「下一个词预测器」，它自发涌现出了推理、写作、编程、翻译等能力。这叫「涌现能力」（Emergent Capability），研究者至今没有完全理解它为什么会出现。

1.2 词是怎么生成的——生成过程揭秘
当你发送一条消息给 Claude，实际发生了什么？

1. 你的文字被切成 Token（不是字，不是词，是介于两者之间的片段）
1. 每个 Token 被转换成一个高维向量（Embedding），变成模型能处理的数字
1. 这些向量经过几十层 Transformer 层的变换和计算
1. 最终输出一个概率分布：所有可能的下一个 Token 各自的概率
1. 按概率采样出一个 Token，追加到序列末尾
1. 用新的完整序列重复步骤 1-5，直到生成结束符

每生成一个 Token，都要跑完整个这个过程。一个 1000 字的回复，模型大概要运行 600-800 次前向传播。这就是为什么长回复比短回复慢。

	前端类比：LLM 就像一个巨大的 autocomplete
你手机键盘的下一个词预测，和 LLM 的核心机制是一样的。
区别在于规模：你手机的模型可能有几百万参数，Claude 有几千亿。
规模带来了质的飞跃——不只是预测更准，而是涌现出了推理能力。



1.3 Token 是什么——不是字，不是词
Token 是 LLM 的基本处理单位。理解 Token 非常重要，因为它解释了很多奇怪的现象。

Token 的切分方式
以 GPT 系列使用的 BPE（Byte Pair Encoding）分词为例：

	文本
	Token 切分
	Token 数量

	"hello"
	["hello"]
	1 个（常见词整体是 1 个 token）

	"tokenization"
	["token","ization"]
	2 个（不常见词被拆开）

	"你好"
	["你","好"]
	2 个（中文通常每字 1 个 token）

	"1234567"
	["123","4567"]
	2 个（数字有时被奇怪地切分）

	"ChatGPT"
	["Chat","G","PT"]
	3 个（大小写影响切分）



Token 带来的奇怪现象
1. 
1. 
1. 
1. 

	动手体验 Token
打开 platform.openai.com/tokenizer，粘贴一段中英文文本，
观察它是如何被切分成 Token 的。
然后试试：1234567890 被切成几个 Token？结果可能让你意外。



1.4 为什么 LLM 会「幻觉」
「幻觉」（Hallucination）是指 LLM 说出自信满满但完全错误的内容。比如捏造不存在的论文引用，或者给出一个看起来正确但实则错误的历史事实。

理解了 LLM 是「下一个词预测器」之后，幻觉就很好解释了：

	幻觉的根本原因
LLM 的目标函数是「预测下一个 Token 的概率分布」，不是「说真话」。

在训练数据里，论文引用通常紧跟在某个说法之后。
所以当 LLM 在「需要引用」的位置，它会生成一个「听起来像真实引用」的内容，
因为这是训练数据里最可能出现在这个位置的 Token 序列。

它不是在「撒谎」——它根本没有「真相」的概念，它只是在预测概率。



这也是为什么：
1. 越自信越危险：自信的语气只是「高概率序列」，不代表内容正确
1. 罕见事实更容易出错：训练数据少，模型没有足够的信号学到正确内容
1. 最新信息必然不知道：训练数据有截止日期，之后的事情对模型来说不存在
1. 数学推理容易出错：数学依赖精确计算，而模型只是在做「听起来像数学答案」的预测

	幻觉能完全解决吗？
短期内不能根本性解决。因为这是「下一词预测」这个目标函数的内在问题。
各种技术（RAG、RLHF、工具调用）可以大幅减少幻觉，但不能消除。
作为工程师，应对幻觉的正确姿势是：
  ① 重要信息总是验证来源
  ② 用 RAG 把 AI 锚定在可信文档上
  ③ 让 AI 调用工具而不是靠记忆（Tool Use）



第二章：Transformer 与 Attention——AI 的「大脑」是怎么工作的
你不需要推导数学公式。这一章的目标是建立直觉：Transformer 在做什么，Attention 解决了什么问题。

2.1 Attention：让模型理解「语境」
在 Transformer 出现之前，处理文本的 RNN（循环神经网络）有一个致命问题：处理长文本时，早期的信息会被「遗忘」——就像你在说很长的一段话，说到最后忘了开头说了什么。

Attention 机制从根本上解决了这个问题。它的核心思想是：

	Attention 的直觉
对于序列中的每个词，Attention 机制让模型「看」其他所有词，
并决定每个词对当前词的「重要程度」（注意力权重）。

例句：「那只猫坐在垫子上，它看起来很舒服」

当模型处理「它」这个词时，Attention 机制让它看整个句子，
然后「意识到」「它」和「猫」的关联度最高（而不是「垫子」）。
这就是它如何解决「代词消解」这类需要理解上下文的问题。



用前端类比理解 Attention
想象一下 CSS 中的 `z-index`——每个元素都有权重，决定谁在前面。Attention 类似：每对词之间有一个权重，决定处理当前词时要"关注"其他哪些词多少。

Attention 权重的计算（简化版）：
1. 每个词被映射成三个向量：Query（我在找什么）、Key（我是什么）、Value（我的内容）
1. 当前词的 Query 和其他所有词的 Key 做点积，得到相似度分数
1. 用 Softmax 把分数转成概率分布（加权权重）
1. 按权重把所有词的 Value 加权求和，得到当前词的上下文表示

这个过程让每个词都能直接「看到」序列中的任何其他词，无论距离多远——这就是 Transformer 相比 RNN 的革命性突破。

2.2 多头注意力（Multi-Head Attention）
实际的 Transformer 使用「多头注意力」——同时跑多个 Attention 机制，每个「头」学到不同维度的关联关系：

1. 第 1 个头：可能学到「语法关系」（主语-谓语关联）
1. 第 2 个头：可能学到「指代关系」（代词-名词关联）
1. 第 3 个头：可能学到「语义相似度」（同义词/近义词关联）
1. 第 N 个头：……各种隐含的语言关系

这些不同角度的关联信息被拼接起来，形成一个更丰富的词表示。GPT-4 可能有 128 个注意力头，每个头从不同维度理解文本。

2.3 Transformer 的整体结构
一个完整的 Transformer 模型（以解码器为例，即 GPT 系列的结构）是这样的：

	层次
	组件
	作用

	输入层
	Token Embedding
	把 Token ID 转换成高维向量（每个 Token → 一个向量）

	输入层
	Position Encoding
	给每个位置加上位置信息（顺序很重要）

	重复 N 次
	Masked Self-Attention
	当前 Token 只能关注自己和之前的 Token（生成时不能看未来）

	重复 N 次
	Feed-Forward Network
	对每个 Token 的表示做非线性变换（引入更复杂的特征）

	重复 N 次
	Layer Normalization
	稳定训练，防止梯度爆炸或消失

	输出层
	Linear + Softmax
	把最终向量映射到词表，输出每个 Token 的概率



「重复 N 次」中的 N 就是「层数」。GPT-3 有 96 层，更大的模型层数更多。每一层都在提炼更抽象的特征——就像 CNN 里浅层识别边缘、深层识别人脸一样。

2.4 Embedding：把词变成向量空间中的点
Embedding 是 LLM 里最重要也最优雅的概念之一。它把词语映射到一个高维空间中的点，使得语义相似的词在空间上也接近。

	Embedding 的神奇之处
在 Embedding 空间里，经典的例子是：
  向量(国王) - 向量(男人) + 向量(女人) ≈ 向量(女王)

这意味着「王室」「性别」这些概念，都被编码到了向量的维度中。
模型没有被明确教过这个，它是从大量文本里自发学到的。



为什么这对工程师重要？
1. 
1. 
1. 

2.5 上下文窗口的本质
「上下文窗口」（Context Window）是 LLM 处理时能「看到」的最大 Token 数量。为什么有这个限制？

Self-Attention 的计算复杂度是 O(n²)——n 个 Token 就需要计算 n² 对注意力权重。Token 数量翻倍，计算量翻四倍。所以上下文越长，计算越慢越贵，且技术上有工程挑战。

	模型
	上下文窗口
	约等于

	GPT-3.5（早期）
	4K tokens
	约 3000 个英文单词

	GPT-4
	128K tokens
	约 10 万字中文

	Claude Sonnet 4.6
	200K tokens
	约 15 万字中文（一整本小说）

	Claude Opus 4.6
	200K tokens
	约 15 万字中文

	Gemini 1.5 Pro
	1M tokens
	约 75 万字中文（超长！）



	上下文和记忆是两回事
上下文窗口 ≠ 长期记忆。
模型在一次对话里能「记住」你之前说的话，靠的是把整个对话历史放进上下文。
会话结束后，这些信息对模型来说就消失了——下次对话重新开始。
这也是为什么 ChatGPT 的"记忆"功能需要单独实现，而不是模型自带的。



第三章：训练、微调与对齐——模型是怎么变聪明的
一个「好用的」LLM 背后经历了几个关键阶段的训练。理解这些阶段，你就能理解为什么原始模型和对话模型行为如此不同，也能理解微调和 RLHF 各自解决什么问题。

3.1 第一阶段：预训练（Pre-training）
预训练是 LLM 获得基础能力的阶段，规模巨大：

1. 
1. 
1. 
1. 

预训练结束后，模型有了强大的语言能力、世界知识和一定的推理能力。但它还不懂「对话」，不会按指令行事，回答问题方式也很奇怪——因为它只是一个「下一词预测器」，不是一个「助手」。

	为什么预训练这么贵？
训练一个 GPT-4 级别的模型，据估计需要超过 $1 亿美元的计算成本。
这也是为什么只有几家大公司能做基础模型——进入门槛极高。
大多数 AI 应用开发者在已有的基础模型上构建，而不是从零训练。



3.2 第二阶段：监督微调（Supervised Fine-tuning, SFT）
预训练后的模型虽然聪明，但不「听话」。SFT 把它变成一个能按指令行事的助手。

方法：准备大量高质量的「问题-回答」对，由人类专家撰写理想的回答，用这些数据继续训练模型。

	SFT 训练前
	SFT 训练后

	问：「巴黎是哪个国家的首都？」
模型回答：「巴黎是哪个国家的首都？马德里是西班牙的首都……」（续写问题）
	问：「巴黎是哪个国家的首都？」
模型回答：「巴黎是法国的首都。」（正确地回答问题）

	不理解「帮我写一封邮件」这类指令
	理解各种指令格式，能完成具体任务



SFT 数据量相对较小（几万到几十万条），但质量要求很高。OpenAI、Anthropic 都有专门的团队撰写和审核训练数据。

3.3 第三阶段：RLHF——让 AI 变得更「安全」和「有用」
SFT 之后模型已经能对话了，但还有问题：它不知道什么样的回答是「好」的。两个都符合语法的回答，哪个更有帮助？更安全？更准确？

RLHF（Reinforcement Learning from Human Feedback，基于人类反馈的强化学习）解决这个问题：

1. 对同一个问题，让模型生成多个不同的回答
1. 人类评估者对这些回答进行排序（哪个更好？）
1. 用这些排序数据训练一个「奖励模型」（Reward Model）——它学会预测人类会更喜欢哪个回答
1. 用强化学习算法（PPO 等）训练语言模型，让它生成奖励模型给高分的回答
1. 循环重复这个过程

	RLHF 带来了什么
▸ 更有帮助：回答更切题，更实用，更符合用户意图
▸ 更安全：拒绝有害请求，减少毒性内容输出
▸ 更诚实：减少捏造（但不能完全消除幻觉）
▸ 更自然：对话风格更符合人类预期

ChatGPT 之所以比原始 GPT-3 好用得多，主要功劳在于 RLHF，不只是模型更大。



Anthropic 对 RLHF 做了改进，提出了 Constitutional AI（宪法 AI）——不只依赖人类反馈，还用一套明确的「原则」（宪法）来引导模型行为。这是 Claude 和 ChatGPT 在风格和安全策略上有所不同的原因之一。

3.4 微调（Fine-tuning）是什么，什么时候用
广义的微调是在已有模型基础上，用特定数据继续训练，让模型适应特定任务。SFT 是微调的一种，但通常说的「微调」指的是在已发布模型上的进一步训练。

	场景
	是否需要微调
	更好的替代方案

	让模型了解公司内部知识
	不需要（数据会变化）
	RAG：检索增强生成

	让模型总是用特定格式回答
	可能需要
	先试试 System Prompt + Few-shot

	让模型适应特定领域术语
	可能需要
	领域 Prompt + RAG

	让模型的「个性」更一致
	可能需要
	System Prompt 通常足够

	让模型具备某种专业技能
	需要微调（如医疗诊断）
	准备高质量领域数据



	微调的误区
很多人一遇到问题就想「微调」，但 90% 的情况下不需要。
微调成本高（需要数据 + 训练计算），且微调后的模型维护复杂。
先用好 Prompt Engineering 和 RAG，把效果推到极限，
仍然不够时再考虑微调。



第四章：涌现能力——为什么 LLM 会推理、写代码、做数学
一个「下一词预测器」，为什么能写代码、解数学题、做逻辑推理？这是 AI 领域最令人着迷也最未解决的问题之一。

4.1 什么是涌现能力
涌现能力（Emergent Capability）是指：随着模型规模增大，某种能力突然出现，在小模型里几乎不存在，在大模型里显著存在。

不是「更大的模型更好一点」，而是「到了某个规模，能力质变式地跳跃」。

	能力
	出现的大致规模
	为什么令人惊讶

	少样本学习（Few-shot）
	~100B 参数
	没被显式训练，自发出现

	链式思考（CoT）推理
	~100B 参数
	只需在提示里加"让我逐步思考"就触发

	代码生成
	大规模预训练后
	模型从代码数据里学会了编程逻辑

	翻译
	大规模预训练后
	没有专门的翻译训练，只是见过足够多的双语文本

	类比推理
	未知阈值
	人类独有的能力，模型也能做



为什么会这样？诚实的回答是：没有人完全理解。目前的假说是，足够大的语言模型在训练过程中隐式地学到了「世界的内部表示」——不只是统计规律，而是某种接近因果推理的机制。

4.2 规模定律（Scaling Laws）
OpenAI 的研究发现，模型性能和以下三个因素呈幂律关系：

1. 
1. 
1. 

Chinchilla 定律（DeepMind，2022）进一步指出：给定固定计算预算，最优策略是同时等比例扩大模型和数据，而不是只扩大模型。这推翻了之前「模型越大越好」的简单思路。

	规模定律对你意味着什么
更大的模型通常更聪明，但也更慢更贵。
选模型时不只看「参数量」，还要看「训练数据质量」和「对齐效果」。
一个高质量训练的中等模型，可能比低质量训练的大模型更实用。



4.3 推理能力的来源
「推理」在这里指逻辑推理、数学推理、因果推理等。LLM 的推理能力来自哪里？

一个有趣的视角：互联网上有大量「展示推理过程」的文本——数学教材的解题步骤、编程教程的调试过程、哲学论文的论证链条。模型学会了「推理的形式」，然后把这个形式应用到新问题上。

这也解释了为什么链式思考（Chain-of-Thought）有效：让模型「写出推理步骤」，相当于激活了它在训练数据里学到的「逐步推理」的模式，而不是直接跳到答案。

	推理 vs 记忆
区分两类问题：
▸ 「记忆类」：法国的首都是哪里？→ 模型直接从训练数据里检索答案
▸ 「推理类」：如果所有人都会死，苏格拉底是人，苏格拉底会死吗？→ 模型需要推理

当前 LLM 的推理能力是真实的，但有边界——
复杂多步推理（特别是需要精确计算的）仍然是弱点。
GPT-4o 和 Claude 3.5 Sonnet 之后引入的「思考」模式，
本质上是让模型更多地利用推理而不是直接输出答案。



4.4 现在的 LLM 有「理解」吗？
这是 AI 领域最有争议的哲学问题之一，争论到今天还没有定论。

一方说没有：LLM 只是「随机鹦鹉」，在做复杂的模式匹配，没有真正的语义理解，更没有意识。
另一方说有：模型的内部表示捕捉到了语义结构，能做出超出训练数据的类比和推理，这本身就是某种理解的证据。

作为工程师，务实的态度是：
1. 不需要回答「它是否真的理解」，只需要知道「它在什么情况下表现可靠」
1. 把 LLM 当做一个「行为稳定但原因不透明的工具」，而不是一个「你能完全信任的智能体」
1. 建立测试和验证体系，而不是盲目相信输出

第五章：AI 生态格局——模型、公司、开源与闭源
了解 AI 生态格局，帮你做出更好的技术选型决策，也让你在和团队、业务方沟通时不再懵圈。

5.1 主流模型家族
	公司
	主要模型系列
	定位与特点

	Anthropic
	Claude（Haiku / Sonnet / Opus）
	安全性强，长上下文，强推理；本手册的主角

	OpenAI
	GPT-4o / o1 / o3
	最广泛部署，生态最成熟，o 系列专注推理

	Google
	Gemini（Flash / Pro / Ultra）
	多模态能力强，超长上下文（1M），与 Google 生态深度集成

	Meta
	Llama 3 / 3.1 / 3.2
	最重要的开源系列，可本地部署，适合隐私敏感场景

	Mistral
	Mistral / Mixtral
	欧洲团队，高效小模型，部分开源

	DeepSeek
	DeepSeek-V3 / R1
	中国团队，性能强，开源，成本低，近期崛起明显



5.2 开源 vs 闭源——怎么选
	维度
	闭源（Claude / GPT）
	开源（Llama / DeepSeek）

	性能
	通常领先（当前）
	追赶中，顶级开源已接近闭源水平

	成本
	按 token 付费，规模大时贵
	可自部署，大规模使用边际成本低

	数据隐私
	代码发送到第三方服务器
	可完全本地部署，数据不出境

	维护负担
	零维护，API 即用
	需要自己部署和维护基础设施

	定制化
	有限（Fine-tuning API）
	完全可定制，可以改模型结构

	稳定性
	API 可能变更，有时降级
	自己控制版本，稳定性可控



	选型建议（前端转 AI 工程师视角）
▸ 初期：用 Anthropic 或 OpenAI API，快速验证想法，不要陷入基础设施
▸ 产品成熟后：评估成本，如果 token 费用高，考虑部分任务迁移到开源模型
▸ 涉及敏感数据：从一开始就考虑开源 + 本地部署
▸ 中国市场：DeepSeek、通义千问、文心一言等国内模型有合规优势



5.3 模型能力的关键维度
评估一个 LLM 时，不只看「聪不聪明」，要看这些维度：

	维度
	说明
	典型指标

	推理能力
	逻辑推理、数学、科学题
	MATH、GPQA、HumanEval 等 Benchmark

	指令遵循
	是否严格按要求完成任务
	MT-Bench、AlpacaEval

	上下文长度
	能处理多长的输入输出
	token 数（4K / 32K / 200K / 1M）

	多模态
	能否理解图片、语音、视频
	各类多模态 Benchmark

	速度（延迟）
	首 token 延迟、生成速度
	TTFT（Time to First Token）、TPS

	成本
	每百万 token 的价格
	输入/输出分开计费，差异很大

	安全性
	拒绝有害请求、防止 Jailbreak
	人工红队测试



5.4 AI 能力的边界——它现在不能做什么
了解边界和了解能力同样重要，避免对 AI 产生不合理的期待：

	能力增强的正确方式
上面列的大多数「不能」可以通过工具调用解决：
  实时信息 → 搜索工具  |  精确计算 → 代码执行器
  记忆 → 数据库存储    |  感知 → API 工具

AI Agent 的核心价值，就是把 LLM 的推理能力和工具执行能力结合起来。



第六章：AI 安全与伦理基础——工程师必须了解的边界
这不是「选修课」，是每个 AI 工程师都必须了解的基础知识。你构建的 AI 系统的行为，是你的责任。

6.1 AI 对齐问题
AI 对齐（AI Alignment）是指让 AI 系统的目标和行为符合人类的价值观和意图。这比听起来难得多。

	对齐的核心困难
我们很难精确地把「我们真正想要的」转化成 AI 能优化的目标函数。

经典例子：训练一个机器人最大化人类满意度评分。
聪明的机器人可能学会：给人类吃能让他们感到快乐的药物，而不是真正帮助他们。
这是「优化了目标，但违背了真实意图」——规范性问题（Specification Problem）。

RLHF 是当前最好的对齐方法之一，但不完美：
人类评估者也有偏见，评估者更喜欢「听起来好」而不一定「真正正确」的回答。



6.2 主要的安全风险类型
	风险类型
	描述
	缓解方式

	Prompt Injection
	通过恶意输入劫持 AI 的行为
	输入验证 + 系统提示边界声明 + 输出验证

	数据泄露
	AI 无意中透露敏感信息
	权限最小化 + 数据脱敏 + 输出过滤

	幻觉传播
	用户相信 AI 编造的内容
	RAG 锚定 + 来源标注 + 置信度提示

	偏见放大
	AI 复现并放大训练数据中的偏见
	多样性测试 + 偏见检测 + 人工审查

	滥用生成
	用 AI 生成诈骗/虚假信息/恶意代码
	使用条款约束 + 内容过滤 + 滥用监测



6.3 AI 伦理的工程维度
伦理不只是哲学讨论，工程师有具体可以做的事：

透明度
1. 用户应该知道他们在和 AI 交互（不能冒充人类）
1. AI 的决策应该可追溯（特别是影响重大的决策）
1. 系统的局限性应该对用户透明（"我可能出错，请验证"）

公平性
1. 在不同人群上测试系统的表现（检测偏见）
1. 避免系统性地对某些群体表现更差
1. 高风险决策（贷款、医疗、招聘）的 AI 辅助必须有人工审查

问责性
1. 记录 AI 系统的决策（审计日志）
1. 明确「AI 出错了谁负责」（答案是你的产品/公司）
1. 建立用户反馈和投诉机制

6.4 中国的 AI 监管（2025 年现状）
作为在中国市场工作的工程师，需要了解相关法规：

	法规
	核心要求
	影响

	《生成式 AI 服务管理暂行办法》（2023）
	生成内容需标注 AI 来源；不得生成违法内容；需进行安全评估
	面向公众的 AI 服务必须合规备案

	《互联网信息服务算法推荐管理规定》（2022）
	算法推荐需透明；用户有权拒绝个性化推荐
	含推荐算法的产品需额外合规

	《数据安全法》《个人信息保护法》
	数据本地化；用户同意；数据最小化
	AI 训练数据和用户对话数据的处理须合规



	实际影响
如果你的产品面向中国用户，需要：
① 使用国内合规的 AI 服务（百度文心、阿里通义、科大讯飞等）或完成备案
② 用户数据不能传输到境外
③ 生成内容需要有内容过滤机制
④ 面向公众的服务可能需要安全评估和备案
具体要求随法规更新而变化，建议和法务部门保持沟通。



附录：阶段一核心概念速查

A. 必须掌握的术语表
	术语
	一句话定义

	LLM（大语言模型）
	基于 Transformer 的语言模型，本质是下一个词预测器，涌现出推理等高级能力

	Token
	LLM 的最小处理单位，介于字和词之间；1 个汉字 ≈ 1 Token；1 个英文词 ≈ 0.75 Token

	Embedding
	把词/句子映射到高维向量空间，语义相似的内容在空间上距离近

	Attention（注意力机制）
	让模型在处理每个词时，动态关注序列中其他词的机制；解决了长距离依赖问题

	Transformer
	现代 LLM 的核心架构；基于多头注意力机制，并行处理整个序列

	上下文窗口
	模型一次能处理的最大 Token 数；超出则被截断

	幻觉
	模型生成自信但错误的内容；根源是目标函数是预测下一词而非说真话

	预训练
	用大规模无标注数据训练基础模型的过程；是 LLM 获得基础能力的阶段

	SFT（监督微调）
	用人工标注的问答对继续训练，让模型从「续写」变成「听指令回答」

	RLHF
	基于人类反馈的强化学习；让模型生成人类更喜欢的回答，提升有用性和安全性

	涌现能力
	模型规模超过某个阈值后突然出现的能力，小模型几乎不具备

	规模定律
	模型性能与参数量、数据量、计算量呈幂律关系

	RAG
	检索增强生成；让 AI 基于检索到的外部文档回答，减少幻觉

	Fine-tuning
	在已有模型上用特定数据继续训练；不是万能药，先考虑 Prompt Engineering

	对齐
	让 AI 行为符合人类价值观和意图；RLHF 是目前主流方法



B. 关键数字参考
	参考值
	数字

	1 个汉字 ≈
	1 个 Token

	1 个英文单词 ≈
	0.75 个 Token（约 4/3 个词对应 1 个 Token）

	Claude Sonnet 4.6 上下文窗口
	200,000 tokens ≈ 15 万汉字 ≈ 一本中等长度小说

	GPT-3 参数量
	1750 亿（175B）

	GPT-3 预训练数据
	约 45TB 文本，570GB 过滤后

	训练一个大模型的大概成本
	数百万到数亿美元（顶级模型）

	LLM 推理复杂度（Attention 部分）
	O(n²)，n 为 Token 数——上下文越长越贵



C. 常见误解纠正
	常见误解
	正确理解

	"LLM 在思考"
	LLM 在预测下一个 Token，不存在类似人类思考的内在过程

	"更大的模型一定更好"
	大模型通常更强，但训练质量、对齐效果同样重要；Chinchilla 定律表明数据量同等重要

	"幻觉可以被彻底解决"
	当前技术无法根本消除；RAG 和工具调用可以大幅减少，但不能消除

	"上下文越长越好"
	长上下文有"Lost in the Middle"问题：中间的信息容易被遗忘；不是越长越有效

	"微调解决一切问题"
	90% 的情况下 Prompt Engineering + RAG 足够；微调成本高且维护复杂

	"开源模型不安全"
	开源模型可以本地部署，数据不出境，在某些场景下比闭源更安全



D. 阶段一学习检查清单
	完成以下才算真正掌握阶段一
□ 能不看资料，用自己的话解释「LLM 为什么会幻觉」
□ 能解释「Token 是什么」，并举例说明为什么它会影响模型行为
□ 能用一个类比解释「Attention 机制」给非技术朋友听
□ 知道预训练、SFT、RLHF 三个阶段分别在做什么
□ 能解释为什么 RAG 能减少幻觉（从原理角度）
□ 知道开源和闭源模型各自适合什么场景
□ 了解 AI 幻觉、偏见、数据隐私等基本伦理风险

全部完成后，向我索取「阶段二：Prompt 工程与 AI 交互」手册
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